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摘 要：遥感图像超分辨率旨在从低分辨率影像中恢复高分

辨率细节，对于城市监测、环境评估和灾害分析等遥感应用

具有重要意义。近年来，扩散模型在图像生成与复原任务中

取得了显著进展，但现有方法在复杂遥感场景中往往忽略变

化区域信息，导致细节恢复不足或结构失真。针对这一问

题，本文提出一种变化先验引导的扩散模型遥感图像超分辨

率方法 CPDiffSR。该方法通过引入变化先验信息对扩散模

型的去噪与重建过程进行引导，从而增强变化区域的结构表

达能力并保持未变化区域的纹理一致性。在 HiUCD 和 MS⁃
SCD 数据集上进行实验，LPIPS 和 DISTS 分别达到的最优

值为 0. 110 9 和 0. 111 1。实验结果表明，CPDiffSR 在性能

上整体优于现有方法，并在视觉效果上生成更加清晰且结构

一致的高分辨率遥感影像。实验结果验证了变化先验在扩

散模型中的有效性，为复杂遥感场景下的图像超分辨率提供

了一种新的思路。
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Abstract： The super-resolution of remote sensing images 
aims to recover high-resolution details from low-resolution im ⁃
ages， which is of great significance for remote sensing applica⁃

tions such as urban monitoring， environmental assessment， 
and disaster analysis.  In recent years， diffusion models have 
achieved remarkable progress in image generation and restora⁃
tion tasks.  However， existing methods often overlook change 
region information in complex remote sensing scenes， leading 
to insufficient detail restoration or structural distortion.  To ad⁃
dress this issue， this paper proposes a super-resolution meth⁃
od for remote sensing images based on the change-prior guid⁃
ed diffusion model， termed CPDiffSR.  By introducing 
change-prior information to guide the denoising and recon⁃
struction process of the diffusion model， this method enhances 
the structural representation of change regions while maintain⁃
ing texture consistency in unchanged areas.  Experiments con⁃
ducted on the HiUCD and MSSCD datasets achieved optimal 
values of 0. 110 9 and 0. 111 1 for LPIPS and DISTS， respec⁃
tively.  The results demonstrate that CPDiffSR outperforms 
existing methods in overall performance and generates clear⁃
er， more structurally consistent high-resolution remote sens⁃
ing images.  These findings validate the effectiveness of 
change priors in diffusion models， offering a novel approach 
for image super-resolution in complex remote sensing scenari⁃
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遥感图像超分辨率作为遥感图像处理中的重要

任务，旨在从低分辨率图像中恢复出高分辨率图像。

遥感影像的超分辨率技术对提高地球观测［1］、环境

监测［2］、灾害分析［3］等领域的决策支持具有重要的意

义。然而，由于遥感图像在获取过程中受到成像设

备、环境因素以及传感器分辨率等多方面的限制，超

分辨率重建仍然面临诸多挑战［4-6］。

传 统 的 遥 感 影 像 超 分 方 法 主 要 集 中 在 CNN、

GAN 以 及 Transformer 等 深 度 学 习 架 构 的 模 型 中 。

扩散模型［7］是一类迅速发展的生成模型，其核心思

想是通过逐步添加噪声和逐步去噪的过程来学习数

据的分布。近年来，扩散模型已经证明在图像超分

辨 率 和 重 建 领 域 比 基 于 CNN、GAN 框 架 的 方 法 更

加有效。尽管如此，在遇到有显著变化或者复杂的

场景时，以上大多数方法效果有限，容易产生伪影或

缺乏细节。现有的超分方法往往忽略了变化区域的

信息，而遥感图像中不同区域的变化特征是重要的

辅助信息，特别是在城市监测、灾害评估等应用中，

变化区域的精确恢复对后续分析至关重要。

为了解决上述问题，本文提出了一种新的超分

方法 CPDiffSR： 基于变化先验引导扩散模型的遥感

图像超分辨率重建。本文方法将变化先验信息融入

扩散模型中，以提高遥感图像的重建质量。具体而

言，通过引入变化先验来指导扩散模型，借助变化区

域的显式引导信息，有效地提升变化区域的重建精

度，而其他不变的区域保持纹理一致性。扩散模型

的优势在于其强大的生成能力，通过逐步去噪的过

程能够恢复图像中的细节信息，而变化先验则使得

模型能够自适应地关注变化区域的语义特征和不变

区域的纹理特征，避免了在传统超分辨率方法中经

常遇到的细节丢失和伪影问题。

总之，本文贡献如下：1）提出了一种新的遥感影

像超分辨率方法 CPDiffSR，该方法能够有效地增强

变化区域的重建质量，同时保持未变化区域的纹理

一致性；2）将变化先验引入扩散模型，使得 CPDiff⁃
SR 在训练过程中更好地捕捉图像中不同区域的变

化特征，从而改善超分结果的结构和细节恢复能力；

3）在 HiUCD［8］和 MSSCD［9］数 据 集 上 进 行 实 验 ，

LPIPS 达到 0. 110 9，DISTS 达到 0. 111 1，模型性能

达到整体最优。

1 相关工作

遥感图像超分辨率是在不增加传感器硬件成本

或改变成像条件的前提下，将低分辨率（LR）的遥感

卫星或航空影像重建为高分辨率（HR）图像的过程。

目 前 主 要 的 超 分 方 法 可 以 归 纳 为 四 种 类 型 ：基 于

CNN 的 方 法 ，基 于 GAN 的 方 法 ，基 于 Transformer
的方法，基于扩散的方法。

1. 1　基于 CNN 的方法

基于 CNN 的超分辨率方法以 CNN 模型作为基

础，也是深度学习在图像超分辨率领域最早取得成

功的一类方法。Dong 等［10］提出了 SRCNN，首次将

深度卷积网络引入图像超分任务，通过端到端学习

实现了从低分辨率到高分辨率图像的映射关系。随

后，大量改进方法被提出，例如，VDSR［11］通过引入

残差学习和更深的网络结构提升了重建性能，ED⁃
SR［12］进一步去除了不必要的模块并增强了网络容

量，从而获得更好的重建效果。尽管 CNN 方法在像

素重建和结构恢复方面取得了良好效果，但由于卷

积操作的局部感受野限制，其在建模长距离依赖关

系和复杂全局结构方面仍存在一定不足。

1. 2　基于 GAN 的方法

为了提升重建图像的视觉质量和感知效果，研

究者提出了基于生成对抗网络（GAN）的超分辨率

方法。SRGAN［13］通过生成器与判别器之间的对抗

训练，使重建图像在感知质量上更加接近真实图像。

在此基础上，Wang 等［14］提出了 ESRGAN 通过改进

网络结构并引入相对判别器和感知损失，进一步提

升了图像细节和纹理表现能力。然而，尽管 GAN 方

法能够显著增强图像的纹理细节和视觉真实感，但

其训练过程通常不稳定，并且容易产生伪影或不符

合真实结构的细节，从而影响重建结果的可靠性。

1. 3　基于 Transformer 的方法

近年来，Transformer 在计算机视觉领域的成功

也 推 动 了 其 在 图 像 超 分 辨 率 任 务 中 的 应 用 。 与

CNN 不 同 ，Transformer 通 过 自 注 意 力 机 制 能 够 有

效建模长距离依赖关系，从而更好地捕获图像中的

全 局 上 下 文 信 息 。 SwinIR［15］基 于 分 层 Transformer
结构，通过滑动窗口自注意力机制实现高效的特征

建模，在多个图像复原任务中取得了优异表现。此

外，TTST［16］通过两阶段结构建模低分辨率图像与

高分辨率细节之间的关系，在保持全局结构一致性

的同时进一步提升细节恢复能力。尽管 Transform ⁃
er 方法在结构建模方面具有明显优势，但其计算复

杂度较高，在处理高分辨率遥感图像时往往需要较

大的计算资源。
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1. 4　基于扩散的方法

随着扩散生成模型的发展，基于扩散模型的超

分辨率方法逐渐受到关注。扩散模型通过逐步向数

据 中 添 加 噪 声 并 学 习 反 向 去 噪 过 程 来 建 模 数 据 分

布，从而能够生成高质量图像。SR3［17］首次将扩散

模型引入图像超分辨率任务，并在感知质量方面取

得显著提升。Xiao 等［18］提出的 EDiffSR 通过引入更

高效的扩散框架和特征建模策略，提高了扩散模型

在图像复原任务中的生成能力。此外，IR-SDE［19］将

图像恢复问题建模为随机微分方程（SDE）过程，通

过连续时间建模实现更稳定的图像重建。

2 方法

2. 1　扩散模型

扩散模型核心思想是通过逐步添加噪声和逐步

去噪的过程来学习数据的分布。包括两个过程：前

向扩散过程和反向生成过程。前向扩散过程通过在

多个时间步中逐渐向原始数据添加高斯噪声，使数

据分布逐渐接近标准高斯分布；而反向过程则通过

学习逐步去除噪声，从而恢复出原始数据。给定真

实图像 x0，前向扩散过程在每一个时间步 t 向数据中

注入少量高斯噪声，其过程可表示为：

q ( xt |xt - 1)= N ( xt； 1 - βt xt - 1，βt I ) （1）

式中，βt 表示在第 t 个时间步的噪声方差调度参数，

控制噪声的注入强度。在反向过程中，模型通过学

习一个参数化网络来逐步去除噪声：

pθ( xt |xt - 1)= N ( xt - 1；μθ( xt，t )，σ 2
t I ) （2）

式中 ，μθ 由参数为 θ 的神经网络预测。在实际训练

中，扩散模型通常通过预测噪声项来进行优化：

L = Ex0，ϵ，t
é
ë ϵ - ϵθ( xt，t ) 2ù

û （3）

通过不断迭代的去噪过程，扩散模型能够逐步

恢复高质量图像，并在图像生成和图像复原任务［20］

中取得了优异性能。

2. 2　模型总体架构

本文工作主要是借助变化先验采用扩散框架来

实现遥感影像超分辨率重建。CPDiffSR 的框架如

图 1 所示。首先，将 LR 影像通过上采样提升至目标

尺度。随后，将上采样后的图像与变化先验以及参

考影像在通道维度进行拼接，以融合来自不同来源

的辅助信息。该融合特征随后输入到 RCAB 中进行

特征增强，通过通道注意力机制自适应地强调关键

结构信息并抑制冗余特征。在获得增强特征后，将

其与噪声图像进行拼接，作为扩散模型的输入。与

此同时，扩散过程中的时间步 t 经过时间嵌入映射为

条件向量，并注入到网络各层中，以指导不同去噪阶

段 的 特 征 建 模 。 主 干 网 络 采 用 编 码 器 — 解 码 器 结

构，其中多个 CPB 被嵌入到不同层级，用于在特征

传播过程中持续引入变化先验信息，使模型能够更

加关注变化区域的结构恢复，同时保持未变化区域

的纹理一致性。

在逐层的特征编码与解码过程中，多尺度信息

被不断融合与重建，网络逐步预测噪声残差，并通过

迭 代 去 噪 过 程 将 噪 声 样 本 映 射 到 高 分 辨 率 图 像 空

间。最终，模型能够生成结构清晰且细节丰富的高

分辨率遥感影像，从而实现高质量的超分辨率重建。

2. 3　变化先验模块

为了在遥感影像超分辨率重建的过程中更有效

地 利 用 变 化 先 验 信 息 ，本 文 设 计 了 变 化 先 验 模 块

（change prior block，CPB）用于对特征进行自适应调

制。以主干特征和变化先验引导特征作为输入，通

过显式的特征调制机制增强变化区域的结构表达能

力。具体而言，输入特征首先通过 Depth-wise Con⁃
volution 进行局部特征提取。同时，从变化先验提取

的引导特征经过卷积和 ReLU 激活生成调制因子，

并与主干特征进行逐元素乘法和加法操作，从而实

现对特征的自适应缩放与偏移。这种调制方式能够

根据变化先验信息动态强调变化区域的重要结构，

同时抑制无关背景信息。随后，调制后的特征依次

通 过 Simple Gate 与 Simple Channel Attention 进 一

步建模通道间的相关性。

3 实验和分析

3. 1　数据集和评价指标

本文在两个变化检测数据集上验证本方法的有

效性：HiUCD 和 MSSCD。HiUCD 数据集是城市语

图  1　CPDiffSR模型结构图

Fig. 1　The Framework of CPDiffSR Model
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义变化检测数据集，提供了双时相遥感影像对。它

的场景以城市区域为主，包含大量建筑物、道路、植

被 等 复 杂 地 物 ，原 始 分 辨 率 为 0. 1m。 在 这 项 工 作

中 ，先将数据集影像裁剪成 256×256 大小 ，之后进

行四倍降采样，每个影像块降采样成 64×64 大小 ；

选择其中 4 000 张影像进行训练，800 张影像用于测

试 。 MSSCD 是 一 个 多 尺 度 语 义 变 化 检 测 数 据 集 ，

包括非建筑用地的 7 个变化类别：建筑物、道路、停

车场等。同样地，先将数据集影像裁剪成 256×256
大 小 ，之 后 进 行 四 倍 降 采 样 ，每 个 影 像 块 降 采 样 成

64×64 大 小 。 我 们 使 用 9 008 张 影 像 进 行 训 练 ，1 
214 张影像用于测试。

为 了 评 估 超 分 辨 率 性 能 ，使 用 了 FID，LPIPS，

DISTS 和 NIQE 四个评价指标。其中 FID 和 NIQE
分别用于衡量生成图像与真实图像之间的相似性以

及 视 觉 质 量 。 DISTS 综 合 评 估 图 像 的 结 构 与 纹 理

相 似 性 ，能 够 更 全 面 地 反 映 细 节 与 结 构 恢 复 能 力 。

而 LPIPS 是基于深度网络特征计算感知相似度，数

值越低意味着更好的结果。

3. 2　实验细节

使用 PyTorch 框架实现了 CPDiffSR，所有实验

都 在 4 个 NVIDIA GeForce RTX 3090 GPU 上 进

行 。 训 练 模 型 经 过 300 000 次 迭 代 ，批 次 大 小 为 8。

使 用 AdamW 优 化 器 ，将 初 始 学 习 率 设 置 为

4 × 10-5，学习率根据余弦时间表衰减。总扩散步长

设置为 100。为了确保公平比较，不执行任何预训练

或微调；模型是在数据集上从头开始训练的。

3. 3　结果比较

将 CPDiffSR 与最先进的 SR 方法进行比较，包

括 LDL、SwinIR、EDSR、ESRGAN、Ediffsr、IR-
SDE、TTST。为了确保评估的全面性，选择了不同

框架下的代表方法。具体来说，EDSR 是基于 CNN
的 方 法 。 基 于 GAN 方 法 包 括 ESRGAN 和 LDL。

基于 Transformer 的方法包括 SwinIR，TTST。基于

扩 散 的 方 法 选 择 了 Ediffsr 和 IR-SDE 作 为 典 型

方法。

1）定 量 比 较 ：使 用 了 FID，LPIPS，DISTS 和

NIQE 四 个 评 价 指 标 评 估 了 本 文 方 法 在 HiUCD 和

MSSCD 数据集上的性能。在两个数据集上测试的

结果如表 1 和表 2 所示。在 HiUCD 数据集上，不同

类型的方法在感知指标上呈现出明显的差异。传统

的 CNN 方法（EDSR）在 FID 和 NIQE 上表现较差，

说明其生成的结果在分布一致性和自然性方面存在

不足。ESRGAN 方法显著降低了 FID，但其 LPIPS
和 DISTS 仍高于基于扩散类方法，表明对抗训练在

结构和感知一致性上仍然有限。IR-SDE 展现出更

强 的 结 构 纹 理 重 构 能 力 ，在 LPIPS（0. 130 9）和

DISTS（0. 113 1）上 取 得 最 佳 结 果 ，同 时 FID 降 至

32. 819 7。但是 NIQE 仍然偏高，说明在复杂城市场

景中还是存在图像自然度和感知问题。

表  1　HiUCD 数据集上的定量结果展示

Tab. 1　 The Quantitative Results for the HiUCD Dataset
HiUCD 数据集

类型

CNN

GAN

Transformer

Diffusion

方法

EDSR
ESRGAN

LDL
SwinIR
TTST
Ediffsr

IR‒SDE
Ours

评价指标

FID↓
71. 884 7
33. 554 0
73. 189 9
75. 478 0
71. 336 9
94. 391 8
32. 819 7
32. 698 9

LPIPS↓
0. 204 6
0. 134 1
0. 261 8
0. 204 4
0. 202 2
0. 212 3
0. 130 9
0. 133 8

DISTS↓
0. 164 7
0. 114 0
0. 191 8
0. 169 9
0. 166 5
0. 185 4
0. 113 1
0. 113 9

NIQE↓
6. 213 9
4. 798 9
5. 824 3
6. 785 5
6. 628 0
4. 632 0
5. 034 3
4. 630 7

表  2　MSSCD 数据集上的定量结果展示

Tab. 2　 The Quantitative Results for the MSSCD Dataset
MSSCD 数据集

类型

CNN

GAN

Transformer

Diffusion

方法

EDSR
ESRGAN

LDL
SwinIR
TTST
Ediffsr

IR‒SDE
Ours

评价指标

FID↓
57. 967 8
31. 253 8
45. 170 0
60. 411 9
86. 070 4
64. 373 5
27. 794 6
27. 502 3

LPIPS↓
0. 165 1
0. 128 9
0. 199 1
0. 174 1
0. 282 1
0. 167 9
0. 123 4
0. 110 9

DISTS↓
0. 146 9
0. 115 1
0. 171 3
0. 154 1
0. 218 2
0. 163 5
0. 112 8
0. 111 1

NIQE↓
8. 875 9
6. 643 3
8. 009 2
8. 973 9

10. 487 5
6. 244 0
6. 064 9
6. 245 3
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相比之下，本文方法在整体性能上取得最优结

果 ，FID（32. 698 9）和 NIQE（4. 630 7）取 得 最 优 ，

LPIPS（0. 133 8）和 DISTS（0. 113 9）取得次优。这

一现象背后的核心原因在于，变化先验的引入配合

扩散模型的生成能力，能拟合真实高分辨率遥感图

像 的 复 杂 数 据 分 布 并 抑 制 失 真 ，从 而 在 FID 和

NIQE 上 表 现 出 极 高 的 视 觉 真 实 感 。 而 LPIPS 和

DISTS 作为有参考感知指标，依赖与真实图像在空

间结构上的绝对对齐；由于扩散模型迭代去噪过程

具有一定的随机性，模型在变化区域生成的细粒度

纹理可能会产生位置偏移，这在严格的特征对比中

会 带 来 微 小 的 差 异 。 因 此 ，本 文 方 法 在 LPIPS 和

DISTS 上达到次优结果，但在视觉真实感与结构纹

理恢复之间实现了更优、更具实用价值的平衡。

在 MSSCD 数据集上，基于 Transformer 的方法

（SwinIR，TTST）在结构件方面表现稳定，但是 FID
较高，显示其在复杂多尺度变化场景中的分布匹配

能 力 有 限 。 扩 散 方 法 在 MSSCD 上 展 现 优 势 ，IR-
SDE 获 得 最 低 NIQE，体 现 了 良 好 的 感 知 一 致 性 。

相比之下，本文方法在  FID 上达到最低值 27. 502 3，

同时在  LPIPS（0. 110 9）和  DISTS（0. 111 1）上均优

于所有对比方法，整体性能最佳。虽然 NIQE 略高

于 IR-SDE，但显著优于 CNN、GAN 和 Transformer
方法，说明所提出模型在多尺度语义变化场景中具

有更稳定的结构重建能力和更强的泛化能力。

2）定性比较：对所有的对比模型进行了视觉比

较。如图 2 所示，在 HiUCD 数据集上，所提出的方

法能够恢复更加清晰的建筑边缘、车辆轮廓以及道

路结构。相比之下，基于 CNN 的方法（如 EDSR）产

生的结果会有纹理细节缺失；GAN 方法虽然增强了

局部对比度，但容易引入伪影和不稳定的纹理。且

LDL 会存在过度平滑的问题，导致房顶纹理没有得

到很好的恢复。EDiffSR 在一定程度上改善了纹理

表现，但仍存在局部结构模糊或细节不完整的问题。

相比之下，本文方法在变化先验的引导下表现出显

著优势：在无变化区域，模型结合参考影像重建高频

细节；在标记的变化区域（如新建/拆除建筑），模型

摆脱旧时相干扰并借助扩散模型更准确地重建出建

筑边界与车辆等小尺度目标，同时保持场景结构的

一致性，生成结果最接近真实图像。

图 3 场景中包含大量规则排列的建筑物和田地

纹理，对模型的结构和纹理建模能力提出了更高的

要求。对于图中两个距离很近但互不连接的细小建

筑物，传统方法由于缺乏空间结构约束，极易产生边

缘模糊乃至结构粘连。而只有本文方法在变化先验

与参考影像的协同作用下，精准还原了小建筑物独

立清晰的几何结构，保持了场景的空间几何一致性。

对于大面积的田地纹理，传统方法难以恢复细粒度

纹 理 ，导 致 屋 顶 和 地 表 区 域 出 现 明 显 的 模 糊 现 象 。

而本文方法通过变化先验识别出不变区域，并充分

利用参考影像中丰富的高频纹理作为引导，自适应

地将高分辨率纹理还原至低分辨率图像中，大幅提

升了细粒度纹理的恢复效果，体现出更强的感知保

真度与结构重建能力。

此外，为了进一步评估本文方法在未发生变化

场景下的适用性与稳健性，在 MSSCD 数据集上进

行了进一步的实验。挑选了 MSSCD 数据集中前后

无变化情况的影像组成测试集对模型性能指标进行

测试，测试结果如表 3 所示。

由表 3 可以看出，在影像完全未发生变化的场

景下，本文方法依然展现出优异的稳健性。这是由

于扩散模型具有极强的生成能力，但在缺乏空间强

约束时，经历多步迭代去噪极易产生随机的不真实

的细粒度纹理和伪影缺陷。当面临影像完全无变化

的情况时（即变化先验全为 0），变化先验实际上退化

为了空间刚性约束。此时，变化先验模块能够识别

出无变化区域，防止网络盲目生成新结构，从而让模

型重点参考已知影像的真实分布进行重建。在这种

情 况 下 ，CPDiffSR 转 化 为 一 个 高 效 的 条 件 扩 散 网

络，能够以参考影像为高频特征，引导扩散模型还原

图  2　HiUCD数据集上各对比方法结果展示

Fig. 2　Results of Various Comparative Methods on the HiUCD Dataset
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低分辨率影像中的细粒度纹理，抑制了扩散生成过

程中的随机几何失真与虚假噪点。这表明，即使在

无变化地物的超分重建任务中，本文方法依然能凭

借扩散模型与变化先验形成的机制，保持极高的保

真度与泛化优势。

总体而言，所提出的方法在变化区域中能够更

准确地恢复真实内容，同时在未变化区域实现更加

有效的纹理重建，从而在空间与时间分辨率之间建

立了更加可靠的联系。

3. 4　消融实验

为了验证提出的变化先验模块的贡献，本文在

HiUCD 数据集和 MSSCD 数据集上开展消融实验，

对比了包含与去除变化先验模块（CPB）情况下的模

型性能，结果如表 4 所示。从消融实验结果可以看

出，在两个数据集上引入 CPB 模块后，各项评估指

标均获得了显著提升。这表明 CPB 模块通过显式

的特征调制与自适应门控机制，能够有效将变化先

验信息注入到扩散模型的去噪与重建过程中。该模

块不仅强化了模型对变化区域复杂地物结构的恢复

能力，避免了传统扩散生成中易出现的细节模糊与

伪影，同时也能引导未变化区域精准重建参考影像

的高频纹理。表明变化先验模块在增强特征表达、

提升生成保真度方面具有关键的作用。

4 结束语

本文提出了一种新的遥感图像超分辨率重建方

法——CPDiffSR。 该 方 法 通 过 引 入 变 化 先 验 信 息

对扩散模型的重建过程进行引导，使模型能够更加

关注图像中具有显著结构变化和细节信息的区域，

从而提升高分辨率图像的细节恢复能力与结构一致

性 。 在 HiUCD 和 MSSCD 数 据 集 上 的 大 量 实 验 表

明，CPDiffSR 整体性能优于现有方法，证明了变化

先验在扩散模型中的有效性。

然而，由于扩散模型需要经历多步逐渐去噪的

生成过程，模型在训练和推理阶段仍然具有较高的

计算复杂度和较长的生成时间。针对上述问题，未

来的研究将从以下几个方面展开。首先，可以探索

更加高效的扩散模型结构，例如在潜在空间中进行

生成的潜在扩散模型，以降低模型计算开销并提升

训练和推理效率。其次，可以通过引入半监督学习

或弱监督学习策略，降低模型对高质量标注数据的

依赖，提高模型在实际遥感应用中的可推广性。最

后 ，将 扩 散 模 型 与 多 模 态 遥 感 数 据（如 合 成 孔 径 雷

达、激光雷达等）进行融合，有望进一步提升模型在

结构恢复和细节生成方面的能力，从而推动遥感图

像超分辨率技术在更多实际应用场景中的发展。
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